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Listado de abreviaturas, siglas y acronimos

Inteligencia artificial: Rama de la informatica que desarrolla sistemas capaces de imitar
funciones cognitivas humanas como el aprendizaje, razonamiento, la percepcidon y la resolucion
de problemas

Machine learning: Subdisciplina de la Inteligencia Artificial que utiliza datos para ensefar a las
computadoras y maquinas a aprender por si solas

Deep learning: Subcampo del Machine Learning que emplea redes neuronales para aprender
Red neuronal: Un conjunto de nodos enlazados con pesos usados para analizar los datos

Nodo / Neurona: Unidad basica de una red neuronal que recibe entradas, realiza un célculo y
produce una salida. Simula de forma simplificada el funcionamiento de una neurona biolégica.

Peso: Valor numérico que indica la importancia de una conexion entre neuronas. Determina
cuanto influye una entrada en el resultado.

Bias: Valor adicional que se suma al cdlculo de la neurona para ajustar la salida y dar mayor
flexibilidad al modelo.

Funcidn sigmoide [SIGM]: Esta es una funcién que convierte un nimero de -eo a e° a un
numero del rangode0al

Derivada funcién sigmoide: Es la derivada de la funcion sigmoide, es decir, la tasa de cambio
instantanea de la funcidn sigmoide

Alimentacion para delante: Proceso mediante el cual la informacidn avanza desde la capa de
entrada hasta la capa de salida de la red neuronal, pasando por las capas intermedias, sin
retroceder.

Retropropagacion: Algoritmo que cambia, con los resultados de unos datos, todos los pesos de
la red neuronal, haciendo que las respuestas del esta sean mds acertadas respecto a esa
prueba

Mini-batch: Optimizacidn del algoritmo de aprendizaje. Se divide todos los datos de
aprendizaje en subconjuntos de un nimero de muestras

Aprendizaje supervisado: Tipo de aprendizaje de las redes neuronales, en el que se tienen los
datos de aprendizaje. Es usado para problemas de clasificacion

Aprendizaje no supervisado: Tipo de aprendizaje de las redes neuronales, en el que no se
tienen todos los datos de aprendizaje. Es usado para entender la estructura de datos

Aprendizaje por refuerzo: Tipo de aprendizaje de las redes neuronales. Este consta de un
agente (inteligencia artificial) que interactta con un entorno, y no sabe lo que tiene que hacer.
Cuando hace algo correctamente, aprende de los resultados. Es usado para optimizar el
comportamiento de este agente. Un ejemplo puede ser una Inteligencia Artificial que aprenda
a jugar a juegos de estrategia como ajedrez o Go



1 Introduccion

La Inteligencia Artificial se ha convertido en una herramienta presente en practicamente todos
los ambitos de la vida cotidiana. Puede usarse de forma consciente, como mediante asistentes
virtuales como Gemini, Claude o Alexa, pero también de forma inconsciente, como ocurre en
los algoritmos de recomendacidn de plataformas digitales, en los motores de busqueda o en el
comportamiento de personajes de videojuegos.

2 Planteamiento del problema

Esta amplia intervencion de la inteligencia Artificial en nuestras vidas genera una necesidad de
comprender el funcionamiento de una Inteligencia Artificial funcional.

Por otro lado, la Inteligencia Artificial es un concepto tan amplio que no se comprende en su
totalidad, solo a escala muy pequefa y de manera generalizada. En base a lo expuesto surgen
las siguientes dudas:

¢Cémo funcionan las redes neuronales? ¢ Cémo consiguen resolver a partir de un mismo
algoritmo diferentes problemas? ¢Cdmo son capaces de encontrar patrones eficientes?

3 Justificacion. Beneficiarios

Crear una red neuronal ayuda a comprender el funcionamiento interno de las redes
neuronales, tanto la propagacidn hacia delante como la retropropagacién, en lugar de
usar librerias externas y considerar las redes neuronales como una caja negra.

Dicho de otra manera, se busca analizar y comprender en profundidad las redes
neuronales y cdmo procesan informacién, ajustan sus pardmetros y aprende a resolver
distintos problemas

Este proyecto es publico, permitiendo asi que cualquier persona interesada pueda
consultar y aprender en base a este cddigo el funcionamiento interno de las redes
neuronales

4 Objetivos

- Desarrollar un programa desde cero en Java sin uso de librerias externas que
pueda modelar redes con diferentes funcionalidades, dependiendo de los datos de
entrenamiento que se le den

- Disefiar con este programa una red neuronal que identifique cualquier digito
dibujado a mano en una matriz de 28 x 28 pixeles en una escala de grises

- Simplificar el codigo para su facil comprensidn, de cara a que pueda servir de
ayuda a cualquier persona que quiera aprender sobre el funcionamiento de una
red neuronal

- Conseguir la maxima eficiencia del programa, teniendo en cuenta tanto el
rendimiento como el nimero de recursos usados por el programa

- Lograr la mayor flexibilidad posible, permitiendo al usuario afadir y eliminar pesos
en la red neuronal



- Obtener un ratio de aciertos superior al 90% en pruebas de nimeros no utilizados
para la fase de entrenamiento

5 Requisitos técnicos vy legales

El proyecto debe cumplir las normativas relacionadas con el uso de datos, derechos de
autor y proteccién de la privacidad.

En este proyecto los nimeros utilizados como datos de entrenamiento han sido
previamente anonimizados y cumplen por lo tanto con el reglamento general de
proteccién de datos.

6 Ayudas y subvenciones econdmicas

No ha sido necesario ningun tipo de ayuda ni subvencién econémica

7 Viabilidad

Este proyecto es viable en el aspecto técnico, ya que existen muchos lenguajes de
programacion, librerias, recursos y documentacion suficientes para desarrollar este
proyecto

Respecto a la viabilidad econédmica, el proyecto no tiene ningln coste econémico, ya
que el lenguaje, la documentacién y las bases de datos usadas son completamente
gratuitas.

El proyecto es legalmente viable ya que se respeta la normativa relacionada con el uso
de datos, derechos de autor y proteccidn de la privacidad.

8 Recursos

- Portatil con Java 23 instalado

- Base de datos MNIST con 60.000 datos (50.000 de ellos usados para el
entrenamiento, 10.000 para las pruebas) de nimeros dibujados a mano. Cada
numero tiene que estar en una matriz de 28x28 en una escala de grises. La base de
datos esta desarrollada por NIST, la Universidad Nacional de Tecnologia y Estandar
de Estados Unidos

- Tiempo de investigacién, programacién del proyecto, y aprendizaje de distintas
redes neuronales



9 Planificacion

1. Investigacion y analisis tedrico:

a.

b
c.
d.
e

Investigar qué son las redes neuronales

Estructura de una red neuronal y funcionamiento de estas

La propagacion hacia delante.

La retropropagacion.

Analizar los diferentes tipos de aprendizaje (supervisado, no supervisado y
aprendizaje por refuerzo) y decidir cual de estos tipos de aprendizaje usar

2. Crear un proyecto de Java, que contenga

a.

b.
C.

Clase abstracta llamada nodo (Node), con 3 clases que hereden de esta
(Input, Connectiony Output)

Clase de red neuronal (NeuralNetwork)

Clase NeuralMath, para los calculos extra

3. Crear una interfaz grafica con un panel de 28x28 pixeles en la que el usuario pueda
escribir un nimero del 0 al 9 y pasar a la red neuronal este para que intente
predecir qué nimero es.

10 Presupuesto econdmico

0

11 Documentacion técnicat

11.1 Requisitos

11.1.1 Requisitos funcionales

Capacidad de crear redes neuronales que aprendan por si mismas con los datos que se le
aporten para entrenar.

Las redes neuronales creadas en este proyecto identificardn nimeros del 0 al 9 dibujados a
mano en una matriz 28x28 con una escala de grises.

La red neuronal recibira un array de tamafo 784 y calculara el resultado, en este caso, el
numero que estd dibujado

1 Este apartado puede denominarse “Especificacion técnica” en el caso de proyectos software.



11.1.2 Requisitos no funcionales

Alto rendimiento y eficiencia: Muy bajo tiempo de respuesta para procesar la matriz y arrojar la
prediccién, siendo este inferior a 0,5ms.

Elevada precisién o tasa de acierto, superior a 90%. El sistema es capaz de reconocer
correctamente los digitos trazados a mano.

La escalabilidad de este programa es alta, ya que, para hacer la red neuronal mas grande, solo
es necesario anadir mas capas y nodos, teniendo un limite de 32.767 capasy 2.147.483.647
nodos por capa. Ademads, es aplicable a otros problemas de las redes neuronales, aunque seria
recomendable crear una red neuronal distinta para cada problema.

Alta usabilidad. Con este programa es posible crear una red neuronal con diferentes
funcionalidades de una manera muy simple.

11.1.3 Requisitos de bases de datos

La base de datos utilizada en este proyecto es MNIST. Contiene nimeros del 0 al 9 trazados a
mano. Cada dato contiene los 784 pixeles de la matriz y el nUmero que representa. La base de
datos esta compuesta por 60.000 muestras.

11.2 Arquitectura y marco tedrico

Una red neuronal estd compuesta de nodos, también llamadas neuronas, organizadas por
capas, y de conexiones. Hay 3 tipos de nodos:

e Nodos de entrada que reciben los datos.

e Nodos que sirven como conexiones entre diferentes capas y estan configurados por
unos pesos.

¢ Nodos encargados de generar el resultado final.

Una red neuronal se conecta por capas, y las neuronas de las capas se conectan con pesos. Los
nodos sélo se pueden conectar con las capas de detras y de delante.




La inteligencia artificial realiza una alimentacién para delante, y luego devuelve un resultado en
los outputs. La alimentacién para delante funciona de la siguiente manera:

- Lared neuronal recibe los datos de Input.
- Cada nodo de la capa de input se envia a los nodos de la siguiente capa,
multiplicando el valor del nodo por el peso correspondiente.

- Acontinuacidn, se le suma el valor del bias de cada nodo de la capa de delante y se
le aplica a cada uno de estos valores la funcidén sigmoide. Esta funcién convierte un
numero cualquiera en un nimero en el rango entre 0y 1. He escogido como
funcidn sigmoide la siguiente [SIGM]:

1
1+e™

- Estos pasos se repiten en cada capa de la red neuronal, hasta llegar a la Ultima
capa, en los que también se suma el valor del bias y se le aplica a cada uno de
estos valores la funcién sigmoide.

- Finalmente, la funcién devuelve un array con todos los datos. El Gltimo array
contiene la Ultima capa, es decir, los resultados. Como la inteligencia artificial no
puede devolver un nimero del 0 al 9, hay que interpretar el output. En este caso,
el valor mas activado entre los outputs es la respuesta de la Inteligencia artificial.

El proceso de aprendizaje se divide en 3 partes:

1) Alimentacién para delante
2) Retropropagacion
3) Cambio de pesos y biases

Para que una red neuronal aprenda, hay 3 métodos principales usados:

- Aprendizaje supervisado: En este tipo de aprendizaje, se tiene los datos de
aprendizaje. Es usado principalmente para problemas de clasificacién. Este tipo de
aprendizaje es el usado en este proyecto

- Aprendizaje no supervisado: En este tipo de aprendizaje no se tienen los datos de
aprendizaje. Es usado para entender la estructura de datos.

- Aprendizaje por refuerzo: Este consta de un agente (inteligencia artificial) que
interactlia con un entorno, sin saber lo que debe de hacer. Al realizar una accién
correctamente, se le recompensa con una funcién y aprende. Es usado para
optimizar el comportamiento de este agente. Un ejemplo puede ser una
Inteligencia Artificial que aprenda a jugar a juegos de mesa de estrategia como
ajedrez o Go.



Para explicar la retropropagacion se utiliza el descenso de gradiente. Lo que presenta esta idea
es minimizar el problema como una funcién. Para mayor claridad, se simplifica la funcién con
Unicamente 2 variables.

La idea del descenso de gradiente es encontrar qué punto tiene menor coste, en nuestro caso
de redes neuronales, menor error. Esto se puede lograr primero seleccionando un lugar
aleatorio de la gradiente, y después viendo hacia qué direccion se desciende el coste de la
funcién. Una manera simple de visualizar esto es imaginarse una pelota en la funcién y, viendo
dénde cae, imaginarnos hacia qué direccion rodaria la pelota. Este método, en funciones mas
complejas puede no ayudarnos a encontrar el coste minimo, pero puede ayudar a minimizar el
error.

La retropropagacién se puede dividir en 2 partes:

a. Calculo del error en los nodos
b. Calculo del error en cada uno de los pesos y biases

y funciona de la siguiente manera:

- Se obtiene el margen de error de los outputs, es decir, |la diferencia entre el output
(en el dltimo valor de values) y el dato que queriamos que tenga realmente. A
continuacidn, se multiplica al margen de error la derivada de la funcién sigmoide
de cada nodo, que necesitaremos para un paso mas adelante.

- Seguidamente, con los datos del margen de error de los nodos output, se va
calculando el margen de error de los nodos anteriores. La manera de calcularlo no
es como en la capa de los outputs, es sumando cada peso por el valor del nodo al
que llevaba ese peso, para obtener el valor de cuanto afectd ese nodo al calculo
del peso. Después, como en el margen de error de los outputs, se multiplica por la



derivada de la funcidn sigmoide. Este calculo es necesario para todas las capas,
excepto para la ultima, la de los Inputs, en la que no es necesario.

- Unavez obtenidos los margenes de error, se calcula el cambio de los pesos para
que se acerque al dato esperado

- Finalmente, se devuelven estos valores para luego cambiar los pesos y biases.

Por ultimo, se cambian los valores de los pesos y biases.

Estos procesos se repiten muchas veces hasta que la red aprende patrones utiles y minimiza el
error.

Para aumentar la eficiencia, se pueden dividir los casos de prueba en fragmentos de tamafio n,
y luego verificar los cambios de cada uno, guardando esos datos y luego sumando todos los
cambios de ese fragmento a la vez. Esto aumenta la velocidad de aprendizaje, ya que reduce el
ndmero de calculos necesarios.

Un método usado para mejorar los resultados es disminuir la tasa de aprendizaje respecto a la
cantidad de iteraciones realizadas y respecto al error respecto a la primera iteracién. El
objetivo es aumentar la precisién para llegar a un menor error. Otro método usado es mover el
panel de los casos unos pixeles hacia una direccién aleatoria, permitiendo que identifique
mejor los patrones.

11.3 Diseino

11.3.1 Diseino de la red neuronal

El programa se estructura en varias clases principales:
a) Clase Nodo

Se desarrolla una clase base denominada Node, encargada de representar el comportamiento
general de una neurona artificial.

De esta clase heredan otras clases especializadas:
e InputNode: nodos de entrada que reciben los datos.
e ConnectionNode: conexiones entre neuronas y almacenamiento de pesos.

e OutputNode: nodos encargados de generar el resultado final.

Esta estructura permite organizar de forma modular el funcionamiento interno de la red
neuronal.

La red neuronal, al inicializarla, conecta todos los nodos a los nodos de la siguiente capa. La red
neruonal recibe un conjunto de datos (input) y devuelve unos valores (output)



Tanto los InputNode como los ConnectionNode tienen 2 arraylList. Uno muestra el ID del nodo
de la siguiente capa al que esta conectado y el otro muestra el valor de la conexién.

b) Clase NeuralNetwork
La clase NeuralNetwork es la encargada de administrar toda la estructura de la red neuronal.
Funciones principales:

e gestionar las capas de neuronas,

e realizar la propagacién hacia delante,

e ejecutar la retropropagacion y actualizar pesos,

c) Clase NeuralMath

Se implementa una clase auxiliar denominada NeuralMath, destinada a centralizar los cdlculos
matematicos necesarios para el funcionamiento de la red neuronal.

Esta clase incluye operaciones como:
e funciones de activacion
e derivadas

e otras funciones auxiliares

11.3.2 Diseio de la interfaz grafica

Finalmente, se desarrolla una interfaz grafica que permite interactuar con la red neuronal de
forma visual.

La interfaz incluye:
e un panel de dibujo donde el usuario puede escribir nUmeros manualmente,
e un sistema para convertir el dibujo en datos interpretables por la red neuronal,

e una seccién donde se muestra el nimero que la inteligencia artificial considera mas
probable.



B inteligencia artificial - x

Send to ai

Clear

Select next number from training data

El objetivo de esta interfaz es facilitar la visualizacion practica del funcionamiento de la red
neuronal y permitir comprobar cémo el sistema interpreta patrones dibujados por el usuario.

11.4 Implementacion

11.4.1 Estructura general

La red neuronal funciona de la siguiente manera:
Existe una clase llamada NeuralNetwork, con 3 variables:

- Node[][] nodes: es un array bidimensional, en el que se afiaden los nodos. Cada
array es una capa, y cada capa contiene un numero de nodos.

- short sizeTotal: numero de capas de la red neuronal. No se utiliza el valor
nodes.length por temas de eficiencia.

- long serialVersionUID: sirve para indicar el identificador de la clase al leery
escribir la clase en un archivo .obj con ObjectOutputStreamy
ObjectInputStreamrespectivamente.

La clase Node es la clase que contiene todos los pesos y biases de la red neuronal. La clase Node
es una clase abstracta, y tiene 3 clases que heredan de esta:

- InputNode: Recibe los datos de entrada. En este caso, los pixeles del nimero
dibujado. El valor que debe recibir es un valor entre Oy 1
- ConnectionNode: Conecta los nodos de la red neuronal




- OutputNode: Devuelve los valores calculados en la red neuronal. En este caso,
devuelve una interpretacion de qué numero estd dibujado

En la estructura de la red neuronal, la primera capa contiene InputNode, la Ultima contiene
OutputNode y el resto contiene ConnectionNode.

Las conexiones se guardan en la lista de Double llamada weightsFrontLayer, y la referencia
del nodo de la siguiente capa se guarda en idNodeFrontLayer, una lista de Integer. Estas
listas las contienen los InputNode y ConnectionNode, ya que los OutputNode no contienen
ninguna capa por delante a la que conectarse.

private ArraylList<Integer> idNodeFrontLayer;
private ArraylList<Double> weightsFrontLayer;

En Java 23 de 64 bits, almacenar un Integer de 4 bytes para identificar la neurona conectada
consume menos memoria que guardar una referencia a un objeto, que normalmente ocupa 8
bytes.

Este es un ejemplo de implementacién en la funcién del InputNode de transferir los datos en la
alimentacién para delante:

for (int i = @; i < weightsFrontLayer.size(); i++) {
int id = idNodeFrontLayer.get(i);
ret_values[id] = value * weightsFrontLayer.get(i);

Este proyecto tiene un enfoque distinto al de otros cddigos. En lugar de pasar los datos en las
funciones feedforward y backpropagation con una multiplicacion de matriz, el cédigo realiza
todos estos calculos manualmente. Los motivos principales son:

1. Mayor facilidad para comprender el funcionamiento de cémo se pasan los datos en
cada momento

2. Al eliminar pesos, la red neuronal necesita menos recursos y menos tiempo de célculo.

3. De esta manera, con redes neuronales de mayor escala, se pueden agrupar los datos
de las neuronas, lo que se llamara en este proyecto redes neuronales profundas. La
idea de este es que puede que en algunos casos sea mas eficaz una agrupacion de
datos concretos. Por ejemplo, en este mismo proyecto, puede verse como convertir el
dibujo en una matriz seleccionando solo los pixeles adyacentes




input neurons

first hidden layer

11.4.2 Inicializacion

La inicializacion de la red neuronal empieza con la creacion de una instancia de la clase
NeuralNetwork, siendo los pardmetros:

- int[] shape: Tamafo de la red neuronal, indicando en cada valor el tamafio de
las distintas capas

- double max: Valor mdximo con el que se puede inicializar tanto los pesos como los
biases. El rango es de -max a max

ai = new NeuralNetwork(shape, max);

Este constructor primero crea los nodos y luego los conecta.

public NeuralNetwork(int[] shape, double max) throws Exception {
setNodes(createNodes(shape, max));
connectNodes (max) ;

Para crear los nodos, llama a la funcidn createNodes. Esta funcion devuelve todos los nodos
de la red neuronal por capas. Primero crea las capas, y luego crea los nodos de sus respectivas
capas.

La primera capa contiene InputNode, la Ultima contiene OutputNode y el resto contiene
ConnectionNode

private Node[][] createNodes(int[] shape, double max) throws Exception {
if (shape.length <= 1) {




throw new Exception("Tiene que tener mds de una capa");

}

Node[][] nodes = new Node[shape.length][];

// Crear la forma de Lla red neuronal

nodes[@] = new InputNode[shape[0]];

for (int i = 1; i < nodes.length - 1; i++) {
nodes[i] = new ConnectionNode[shape[i]];

}
nodes[shape.length - 1] = new OutputNode[shape[shape.length - 1]];

// Rellenar Lla primera capa del array de nodos con InputNodes
for (int i = @; i < shape[0]; i++) {

nodes[0][i] = new InputNode();
}

// Rellenar el resto de capas excepto la ultima del array de nodos con
ConnectionNodes
for (int i = 1; i < shape.length - 1; i++) {
for (int j = ©; j < shape[i]; j++) {
nodes[i][j] = new ConnectionNode(max);
}
}

// Rellenar Lla ultima capa del array de nodos con OutputNodes

for (int i = @; i < shape[shape.length - 1]; i++) {
nodes[nodes.length - 1][i] = new OutputNode(max);

}

return nodes;

En los constructores de ConnectionNode y OutputNode el argmento es el valor maximo del
bias

public ConnectionNode(double max) {
// Inicializar los arraylLists de las conexiones de la siguiente capa
setIdNodeFrontLayer(new ArraylList<>());
setWeightsFrontLayer(new ArraylList<>());
// Inicializar el bias en un valor aleatorio del -max al max
setBias(Math.random() * (max * 2) - max);




También hay otro constructor, el cual crea una red neuronal mucho mas compleja, la cual
conecta los nodos de la siguiente capa como si fuese una matriz del dibujo mas pequefia,
intentando simular la simplificacion del nimero.

ai = new NeuralNetwork(nInput,nOutput,minimization, max);

input neurons

first hidden layer

La variable minimization indica el tamafio de la matriz que se conecta a la siguiente capa

En el setter de los nodos se define también automaticamente la variable sizeTotal,
indicando el tamanio total de la red neuronal

private void setNodes(Node[][] nodes) {
this.nodes = nodes;
sizeTotal = (short) nodes.length;

La funcion connectNodes conecta todos los nodos de una capa con todos los pesos de la
siguiente capa mediante pesos.

private void connectNodes(double max) {
for (int i = @; i < nodes.length; i++) {
if (nodes[i][@] instanceof InputNode) {

for (int j = ©; j < nodes[i].length; j++) {

for (int k = @; k < nodes[i + 1].length; k++) {
((InputNode) nodes[i][j]).addNodeFront(k, max);

}

}

} else if (nodes[i][@] instanceof ConnectionNode) {
for (int j = ©; j < nodes[i].length; j++) {
for (int k = @; k < nodes[i + 1].length; k++) {
((ConnectionNode) nodes[i][j]). addNodeFront(k, max);
}




La funcién addNodeFront crea un peso, y sus parametros son

- int idNode: Es el index del nodo al que el peso se conecta en la siguiente capa
- double max: Valor maximo con el que se puede inicializar su nodo

public void addNodeFront(int idNode, double max) {
// Inicializar el valor de una conexion, con un rango del -max al max
getIdNodeFrontLayer().add(idNode);
getWeightsFrontLayer().add(Math.random() * (max * 2) - max);

11.4.3 Alimentacion para delante

Después de inicializar la red neuronal, los datos de muestra guardados en distintos archivos son
leidos por el programa. Se encuentran separados en 2 archivos distintos para facilitar su uso.
Cada archivo contiene registros de 785 valores numéricos cada uno. El primer valor es un
numero del 0 al 9, que representa qué nimero es realmente el dato de prueba. Los 784
restantes representan cada uno de los pixeles de los nimeros trazados a mano en la matriz de
28x28. En total, hay 60.000 registros.

Uno de los archivos contiene los datos de aprendizaje, y el otro los datos de testeo. Los datos
de aprendizaje son los datos usados para que la red neuronal aprenda, y los datos de testeo los
usados para verificar el error.

Los datos de aprendizaje son 50.000 registros, mientras que los datos de testeo son 10.000.
Como la red neuronal no aprende en ningin momento de estos, de esta manera se verifica que
no estd simplemente memorizando los casos de prueba.

La alimentacion para delante empieza llamando a la funcidn train, siendo sus parametros:

- List<double[]> data: El dato del Input

- List<double[]> expectedData: El valor que se espera en el output

- int minibatchSize (opcional): El tamafo del minibatch

- double learningRate: Latasa de cambio en los pesos, para el aprendizaje



public void train(List<double[]> trainingDatas, List<double[]> expectedDatas,
double learningRate)

public void train(List<double[]> trainingDatas, List<double[]> expectedDatas,
int miniBatchSize, double learningRate)

Esta funcidn sobrecargada, ya que tiene 2 posibilidades. Una de ellas contiene un parametro
miniBatchSize, que sirve para dividir la lista de datos de aprendizaje en fragmentos de
tamafon

for (int j = @; j < trainingDatas.size(); j += miniBatchSize) {
double[ ][] miniBatchData;
double[][] miniBatchExpected;
if (j + miniBatchSize > trainingDatas.size()) {
miniBatchData = new double[trainingDatas.size() - jI[1;
miniBatchExpected = new double[trainingDatas.size() - jF]1[];

}
else {
miniBatchData = new double[miniBatchSize][];
miniBatchExpected = new double[miniBatchSize][];
}

for (int k = @; k < miniBatchData.length; k++) {
miniBatchData[k] = trainingDatas.get(index_records.get(j + k));
miniBatchExpected[k] = expectedDatas.get(index_records.get(j + k));

}

runMiniBatch(miniBatchData, miniBatchExpected, learningRate, false);

La otra funcién de train hace los cambios manualmente, y llama a la funcién run por cada
dato de aprendizaje

public void train(List<double[]> trainingDatas, List<double[]> expectedDatas,
double learningRate) {
for (int j = @; j < trainingDatas.size(); j++) {
run(trainingDatas.get(j), expectedDatas.get(j), learningRate, false);
}

public void run(double[] data, double[] expectedData, double learningRate,
boolean showMarginError) throws ExceptionInInitializerError {

// Ejecutar la red neuronal, y obtener lLos valores de todos lLos nodos
durante Lla alimentacion para delante

double[][] values = feedforward(data);

// Obtener Los cambios de los pesos y biases y hacer Los cambios de los
datos obtenidos

changeWeightsAndBiases(backpropagation(values, expectedData),
learningRate);

}




La funcién runMiniBatch luego ejecuta todos los datos y hace todos los cambios a la vez. Esto
es para optimizar el aprendizaje

public void runMiniBatch(double[][] data, double[][] expectedData, double
learningRate, boolean showMarginError) throws ExceptionInInitializerError {
double[][][] changes = null;
for (int i = @; i < data.length; i++) {
double[][] values = feedforward(datal[i]);

// Obtener los cambios de los pesos y biases
if (changes != null) {
changes = NeuralMath.addArrays(changes, backpropagation(values,
expectedData[i]));
}
else {
changes = backpropagation(values, expectedData[i]);
}
¥

// Hacer Llos cambios de Los datos obtenidos
changeWeightsAndBiases(changes, learningRate);

La funcién addArrays suma los arrays tridimensionales pasados como parametros, para poder
pasar los parametros al mismo lugar y poder hacer todos los cambios a la vez

La funcién feedforward es la que hace la alimentacidn para delante. El Unico valor que recibe
como parametro es un array con los valores de Input

private double[][] feedforward(double[] data) throws
ExceptionInInitializerError

La variable en la que se guarda el valor de cada nodo durante la alimentacién para delante es
un array bidimensional double[][] llamado values. Elvalor devuelto es esta variable
misma.

Primero, se copia el array de los datos en la primera capa

values[@] = data;

Luego, en cada capa, se van pasando los valores de cada capa a través de los pesos con la
funcién transferData de cada nodo.

for (short i = 1; i < sizeTotal - 1; i++) {
// Anadir Llos valores de la siguiente capa
for (int j = @; j < nodes[i].length; j++) {
((ConnectionNode)nodes[i][j]).transferAllData(values[i + 1],
values[i][j]);
}




// Anadir el bias de cada nodo, y editar el valor con la funcion sigmoide
if (nodes[i + 1][@]instanceof ConnectionNode) {
setUpConnections(values[i + 1], i + 1);
}
// Anadir el bias de cada nodo en Lla ultima capa, y editar el valor con
La funcidn sigmoide
else {
setUpOutputs(values[i + 1], i + 1);
}
}

Aunque aqui no se muestre, el cddigo esta duplicado, pero es para que en la primera capa se
haga con los InputNode (no mostrado) y en el resto con las ConnectionNode.

La funcién de transferAllData transforma el array que es el valor que este nodo pasa a cada
valor de la siguiente capa.

public void transferAllData(double[] values, double value) {
for (int i = @; i < weightsFrontLayer.size(); i++) {
int id = idNodeFrontLayer.get(i);
values[id] += value * weightsFrontLayer.get(i);

}

La funcion setUpConnections y setUpOutputs en la clase NeuralNetwork suma el bias a
todos los nodos de esta capa, y calcula la funcién sigmoide de si misma:

for (int j = @; j < nodes[capa].length; j++) {
values[j] += ((ConnectionNode) nodes[capa][j]).getBias();
values[j] = NeuralMath.setSigmoid(values[j]);

}

El valor final de cada nodo es

o :E:(mgxk)ﬁ—b

J

donde, w; es el peso del nodo j y x( es el valor de cada nodo k de la capa anterior.
La funcién sigmoide () lo que hace es convertir un nimero cualquiera en un nimero en el
rango entre 0 y 1. He escogido como funcidn sigmoide la siguiente [SIGM]:

1
1+e™

La funciéon sigmoide se encuentra en la clase NeuralMath:




public static double setSigmoid(double n) {
return (1 / (1 + Math.exp(- n)));

}

Finalmente, el valor de toda la red neuronal es devuelto a la funcién run y es guardado en una
variable

11.4.4 Retropropagacion

Después, el valor devuelto por la funcién feedforward es usada en la funcién backpropagation
como parametro para después cambiar los valores de los pesos y biases.

changelWeightsAndBiases(backpropagation(values, expectedData), learningRate); ‘

Primero, se calcula el valor del margen de error de cada nodo en el array double[ ][]
difNodeData, empezando por la Ultima capa.

El tamafio de difNodeData es del tamafio del array nodes en la red neuronal menos la primera
capa, ya que no es necesario para el calculo.

El valor del margen de error en la primera capa es la diferencia entre el valor y la funcién
sigmoide aplicada multiplicada por la derivada de la funcidn sigmoide, para verificar cuanto
cambia en ese nodo

difNodeData[sizeTotal - 2] = NeuralMath.subtractArrays(expectedData,
values[values.length - 1]);

for (int j = @; j < nodes[sizeTotal - 1].length; j++) {
difNodeData[sizeTotal - 2][j] *=
NeuralMath.setDerivativeSigmoid(values[values.length - 1][j]);

}

El cdlculo de la ultima capa es:
l l
(o(x') —y) O o'(x')
donde | es el nimero de la ultima capa

Para calcular el margen de error del resto de nodos, se llama a la funcidn
getExpectedDataNode de cada nodo, pasando como parametro el margen de error de la capa
de delante.

public double getExpectedDataNode(double nodeValue, double[] errorsNextLayer)
{
double ret_values = 9;
for (int i = @; i < weightsFrontLayer.size(); i++) {
int id = idNodeFrontLayer.get(i);
ret_values += weightsFrontLayer.get(i) * errorsNextLayer[id];
}
ret_values *= NeuralMath.setDerivativeSigmoid(nodeValue);
return ret_values;

}

La operacion final es



j ’
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donde x es el nodo del que estamos calculando el margen de error, j es el index del peso w al
nodo que estd conectado en la capa de delante y §;+1), siendo el margen de error de la capa
siguiente a la que estamos calculando

Finalmente, se calcula el error de cada peso y bias y se guarda en la variable double[ ][ ][]
ret_values, la cual se terminara devolviendo. La estructura devuelta por la funcidn es en un
array tridimensional. Cada array es una capa de la red neuronal, excepto la ultima. Dentro de
cada capa, contiene un array para cada nodo, y dentro de cada uno de estos contiene un valor
para cada peso. En el Ultimo array se guarda una estructura similar, pero para los biases.

ret_values[@] = new double[nodes[@].length][];
for (int i = @; 1 < nodes[@].length; i++) {

ret_values[@][i] = ((InputNode)
nodes[0][i]).getExpectedDataWeights(difNodeData[@®], values[0@][i],
nodes[1].length);

}

// Usar los datos de lLos valores de Los nodos en difNodeData de La red
neuronal para obtener el cambio de cada peso en el resto de capas, menos la
ultima
for (short i = 1; i < sizeTotal - 1; i++) {

ret_values[i] = new double[nodes[i].length][];

for (int j = @; j < nodes[i].length; j++) {

ret_values[i][j] = ((ConnectionNode)

nodes[i][j]).getExpectedDataWeights(difNodeData[i], values[i][j], nodes[i +
1].1length);

}
}

// Usar los datos de Los valores de Los nodos en difNodeData de La red
neuronal para obtener el cambio de cada bias de lLa red neuronal

// Es guardado en Lla ultima posicion del array devuelto
ret_values[ret_values.length - 1] = difNodeData;

El error de cada peso es calculado en la funcién getExpectedDataWeights. Los pardmetros son:

- Elmargen de error de la capa siguiente
- Elvalor de ese nodo
- Tamaio de la siguiente capa

Devuelve todos los cambios de los pesos de ese nodo

protected double[] getExpectedDataWeights(double[] difDatas, double value,
int sizeNextLayer) {
double[] ret_values = new double[sizeNextLayer];
for (int i = 9; i < getWeightsFrontLayer().size(); i++) {
int index = getIdNodeFrontLayer().get(i);
ret_values[index] = difDatas[index] * value;




return ret_values;

}

La operacidn de este es:
1-1) 51
o (xi )51'
Donde | es la capa en la que estamos, j es el nodo del que esta conectado, y k es el nodo al que

esta conectado.

Los margenes de error de los bias son simplemente los margenes de error de su respectivo
nodo.

Finalmente, se llama a la funcidn changeWeightsAndBiases, siendo sus parametros:

- double[][][] changes: array tridimensional con los cambios de los pesos y
biases

- double learningRate: Tasa de aprendizaje, un multiplicador para mostrar
cuanto se cambia el valor de cada peso y bias

public void changeWeightsAndBiases(double[][][] changes, double
learningRate) {

// Usar los datos esperados de changes para cambiar los pesos del resto de
capas de la red neuronal

// Usar los datos esperados de changes para cambiar los pesos del resto
de capas de la red neuronal
for (short i = 1; i < sizeTotal - 1; i++) {
for (int j = ©; j < nodes[i].length; j++) {
// Obtener el index del peso. Después, actualiza ese peso
for (int k = @; k < ((ConnectionNode)
nodes[i][j]).getWeightsFrontLayer().size(); k++) {
int index = ((ConnectionNode)
nodes[i][j]).getIdNodeFrontLayer().get(k);
((ConnectionNode) nodes[i][j]).addToWeightsFrontLayer(k,
changes[i][j][index] * learningRate);
}
}
}

// Usar los datos esperados de changes para cambiar todos los biases
de la red neuronal
for (short i = 1; i < sizeTotal - 1; i++) {
for (int j = ©; j < nodes[i].length; j++) {
((ConnectionNode) nodes[i][j]).addBias(changes[changes.length
- 1][1i - 1][]j] * learningRate);
}
}

// Usar los datos esperados de changes para cambiar los biases de la
red neuronal




11.5 Uso

- Lectura de las bases de datos (tanto del entrenamiento como el de las pruebas).
- Crear lared neuronal, indicando el tamafio de las conexiones.
- [Opcional]: En base a los objetivos deseados (eficiencia, velocidad) realizar las
modificaciones oportunas en la red neuronal, (afiadir o eliminar pesos, y afiadir
nodos)
- Entrenar a la red neuronal usando la funcidn ‘train’, pasando como pardmetros
o List<double[]> data: Dato del Input. Es necesario que los valores introducidos
sean del 0 al 1.

o Listcdouble[]> expectedData: Valor que se espera en el output. Es necesario
que los valores introducidos sean del 0 al 1.

o int minibatchSize (opcional): Tamafo del minibatch.

o double learningRate: Tasa de cambio en los pesos, para el aprendizaje.

- Conlafuncién ‘run’ la red neuronal obtiene un resultado respecto a los valores
pasados (pixeles). Este mismo proceso se puede realizar de manera mas facil con
el programa DrawNumber.

También hay una versiéon de un menu, que permite hacer todas estas cosas de manera gréfica.

El programa se inicializa ejecutando su respectivo archivo jar con 2 parametros, los cuales son:

- Archivo con los datos de entrenamiento
- Archivo con los datos de testeo

El menu es un bucle en el que se crean redes neuronales con los pardmetros que se le indiquen

También se pueden leer redes neuronales de archivos que tengas guardadas

Ejemplos:

¢Quieres usar una IA ya creada?

n

iQuieres crear una IA con profundidad? (s/N)

n

Inserte el numeroc de capas ocultas que va a tener la red neuronal:

1

Inserte el tamaiio de la capa 1

30

Inserte el valor maximo de iniciaciodn de los pesos y biases
1




;Quieres usar una IA ya creada? (s/N)

ZQuieres crear una IA con profundidad? (s/N)

;nserte el valor maximo de iniciacidon de los pesos y biases
%ndique el valor en el que las matrices se iran decrementando
2

Leyendo mnist_test.csv

mnist_test.csv leido correctamente

¢Quieres usar una IA ya creada? (s/N)

s

Inserte el nombre de la IA: aiReverseTrainMB1l2.obj

Después de declarar la red neuronal, se pueden realizar las modificaciones oportunas en la red
neuronal, (afiadir o eliminar pesos, y afiadir nodos)

Inserte opcion:

0: Insertar nodo

1l: Insertar peso

2: Eliminar peso

3: Ver las conexiones de la red neuronal a fondo
4: Salir

Estas son las opciones para ver las conexiones de la red neurona

IMPORTANTE: SE VAN A IMPRIMIR MUCHOS DATOS

1: Ver la red neuronal entera (detallado)

2: Ver la red neuronal entera

3: Ver una capa de la red neuronal (detallado)
4: Ver un nodo de la red neuronal (detallado)
5: Salir

Después de editar la red neuronal, hay 2 opciones para hacer que la red neuronal aprenda:

Inserte el método de aprendizaje:
0: Aprendizaje normal

1: Aprendizaje con mini-batch de tamafno customizado

Después, el programa pide la tasa de aprendizaje, el nimero de iteraciones que tiene vy, si se ha
elegido la opcidn del aprendizaje con mini-batch, su tamafio



Cual quieres que sea la tasa de aprendizaje (recomendado: 0,3 )
0,3
¢(Cuantas iteraciones quieres que haya?

30
Indique el tamaifo del mini-batch:
10

La red neuronal empezard a entrenarse, indicando en cada iteracion el nimero de aciertos con
los casos de prueba

gcertado 9264 de
icertado 9426 de
icertado 9453 de
2certado 9473 de
zcertado 9u75 de
5

Se han acertado 9670 de 10000
Took 207.1055076 seconds

Neural Network:
Numero de capas: 3
Capa 0: 784 nodos, con 23520 pesos
Capa 1: 30 nodos, con 300 pesos
Capa 2: 10 nodos
Numero total pesos (w): 23820
Numero total de paradmetros (w y biases): 23860
Indique el nombre de la nueva red neuronal:

Finalmente, se muestra el tiempo que ha tardado el entrenamiento, al igual que los datos
resumidos de la red neuronal

11.6 Pruebas

Se han efectuado 3 pruebas de cada uno de los cddigos, usando una red neuronal con tamano
[784, 30, 10], con tasa de aprendizaje 0.3, minibatch de tamafo 10, 30 iteraciones de todos los
datos de aprendizaje y con todas las optimizaciones nombradas anteriormente. Esta

Luego, para comparar tanto la eficiencia como la velocidad del cédigo, se realiza nuevamente
pruebas con otro programa en Python, creado por otro autor [PNN] con los mismos datos de
entrenamiento.

Ademas, se crea una tercera version de red neuronal eliminando el maximo nimero de pesos
en la primera capa, teniendo ésta Unicamente 784 pesos, en lugar de 23520 pesos como en las
2 versiones anteriores.



Aciertos de las pruebas (test)

Numero de aciertos media

9600

9400

9200

9000

8800

8600
1 2 3 4 5 6 7 8 9 1011 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30

=@ Mi codigo Codigo Python Mi Codigo version menos pesos

Tiempo codigo en Python

103,72 108,31 106,01

Tiempo mi cédigo
180,18 179,34 176,14

Tiempo de la versidon de mi codigo con menos pesos
57,58 5689 57,21

Como se puede observar en los resultados, el cddigo de Java tiene una media de aciertos

superior al del tutorial, lo cual es un dato muy positivo.

Sin embargo, el cédigo de Java es 2 veces mas lento que el de Python, solo superado en

velocidad por la version del minimo de pesos.

El motivo de esto es que la libreria Numpy es una libreria creada en C++, que usa operaciones
nativas altamente optimizadas, es decir, hace operaciones directamente en el procesador,

controlando la memoria de forma muy éptima.



También se ha creado una red neuronal mas grande, con tamano [784, 75,75, 10], con tasa de
aprendizaje 0,3, minibatch de tamafio 12, 60 iteraciones de todos los datos de aprendizaje y
con todas las optimizaciones nombradas anteriormente. Esta prueba es para comprobar el
maximo de tasa de acierto que puede llegar una red neuronal.

Estos son los resultados:

Iteraciones red neuronal grande

9900
9800
9700
9600
9500
9400
9300

9200
135 7 911131517192123252729313335373941434547495153555759

El programa tardd 992 segundos

También se ha probado el caso de crear una red neuronal profunda, pero no consigue
aprender. Sospecho que el motivo es el gran niumero de pesos y biases que tiene, ya que
necesita mucho mas tiempo para cada iteracién y muchas mas iteraciones.

Conclusiones

[Deben guardar relacidn con los objetivos del
proyecto.]
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Lineas futuras

He avanzado bastante, y he descubierto muchas cosas, pero todavia me quedan muchas
preguntas. ¢ Cémo encuentran esos patrones (pregunta inicial, y una de las mayores de los
expertos)? ¢éSi no tienes los datos reales, cdmo aprenden igualmente (aprendizaje no
supervisado, aprendizaje por refuerzo...)? éSe puede optimizar de alguna manera mi
codigo, y como?

Las proximas cosas que haria para este proyecto son:

Optimizar mi cédigo, usando librerias como ND4J para optimizacién de bucles
Mejorar la funcién de aprendizaje

Hacer el programa mads eficaz, principalmente usando la potencia de la grafica
Recrear el proyecto en C++, para aumentar la optimizacion

Crear mi propia IA, que se usaria para mejorar la jugabilidad en los juegos
automaticamente
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Anexos


https://www.youtube.com/watch?v=aircAruvnKk&list=PLZHQObOWTQDNU6R1_67000Dx_ZCJB-3pi
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http://neuralnetworksanddeeplearning.com/chap1.html
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https://www.educative.io/answers/supervised-vs-unsupervised-vs-reinforcement-learning
https://www.educative.io/answers/supervised-vs-unsupervised-vs-reinforcement-learning
https://es.wikipedia.org/wiki/Funci%C3%B3n_sigmoide

- Hacer la pizarra para dibujar los nimeros:
https://stackoverflow.com/questions/40746687/drawing-a-game-board-in-java

- Video que me inicid en el mundo de la IA, la primera vez que oi de Inteligencia Artificial
a profundidad: https://www.youtube.com/watch?v=Dw3BZ60 8LY&t=3s

[Si proceden.

La documentacion que no forme parte del contenido principal se puede adjuntar como
documentacién adicional. Si un anexo pertenece al autor del proyecto se le suele denominar
“apéndice”.

Ejemplos de anexos pueden ser: cddigo fuente escrito en un lenguaje de programacion determinado,
capturas de pantalla u otros

Deberan aparecer, cada anexo, en paginas independientes.]


https://stackoverflow.com/questions/40746687/drawing-a-game-board-in-java
https://www.youtube.com/watch?v=Dw3BZ6O_8LY&t=3s

